
说   明   书   摘   要        

本发明涉及一种基于在线强化学习和GRPO的图像编辑模型训练方法，包括以下步骤：S1：采用ODE-to-SDE转换技术，将原本确定性的ODE流变为等价的SDE流，使得流匹配模型能够支持强化学习所需的随机采样探索，同时保持原有的边缘分布特性；S2：设置奖励模型方案，S3：基于奖励模型方案，采用无价值网络的策略梯度优化，不断优化图像编辑模型的参数，得到总目标函数。本发明在保证图像编辑质量的前提下，显著提高指令遵循准确性和训练效率。
摘  要  附  图 
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权   利   要   求   书 

1、一种基于在线强化学习和GRPO的图像编辑模型训练方法，其特征在于，包括以下步骤：

S1：采用ODE-to-SDE转换技术，将原本确定性的ODE流变为等价的SDE流，使得流匹配模型能够支持强化学习所需的随机采样探索，同时保持原有的边缘分布特性；

S2：设置奖励模型方案，

S3：基于奖励模型方案，采用无价值网络的策略梯度优化，不断优化图像编辑模型的参数，得到总目标函数。

2、如权利要求1所述的基于在线强化学习和GRPO的图像编辑模型训练方法，其特征在于，ODE-to-SDE转换技术如下：

S11：原始ODE流的等价SDE表示为：

[image: image2.png]2
dx, = [v, (x,)+ ‘;_;(x, +(1-t),(x, ))]dt +o,dw



；

其中，t为时间步，
[image: image3.wmf]t

x

为时间步t的状态向量，
[image: image4.wmf]t

v

为时间步t的速度场函数，
[image: image5.wmf]t

s

为时间步t的噪声调度参数，
[image: image6.wmf]t

d

为时间微分，
[image: image7.wmf]w

d

为维纳过程的微分；

S12：采用Euler-Maruyama离散化方法，得到实际的更新公式：
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其中，
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为下一时间步的状态，
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为神经网络预测的速度场；
[image: image11.wmf]t

D

为时间步长，
[image: image12.wmf]q

为神经网络参数，ò~ N(0, I)‌ ，ò为标准高斯噪声；
采用时间依赖的调度函数调整噪声调度参数：
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其中：a为控制噪声水平的标量超参数，t为时间步，t的取值范围为[0,1]。

3、如权利要求2所述的基于在线强化学习和GRPO的图像编辑模型训练方法，其特征在于，采用无价值网络的策略梯度优化，不断优化图像编辑模型的参数，步骤如下：

S31：优势函数计算：
对于同一提示词c的多个生成样本组{x_0^j\}_{j=1}^G，第i个样本的优势函数定义为：
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；
其中：[image: image15.png]


表示第i个样本在时间步t的优势函数值，[image: image16.png]R(x},c)



表示第i个生成图像的奖励分数，c表示编辑指令条件，G表示同组内生成样本的总数，[image: image17.png]mean({R(x{,¢)}%,)



表示组内奖励的均值，[image: image18.png]std({R(x7.¢)}_,)



表示组内奖励的标准差；

S32：计算重要性采样比率，时间步t处第i个样本的重要性采样比率定义为：
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其中：
[image: image20.wmf])
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表示第i个样本的重要性采样比率，
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表示当前图像编辑模型的条件概率分布，
[image: image22.wmf])
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表示上一轮训练的图像编辑模型的条件概率分布，
[image: image23.wmf]old

q

p

表示上一轮迭代的图像编辑模型参数；

S33：计算策略梯度优化的策略损失函数，采用clipped surrogate objective，在每个时间步t计算策略损失，公式如下：
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其中，
[image: image25.wmf])

(

q

t

policy

L

表示时间步t的策略损失，
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表示截断函数，限制在
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范围内，
[image: image28.wmf]e

表示截断参数，E表示期望值；

S34：计算KL散度损失，在流匹配框架中，当前策略与参考策略的KL散度具有闭式解，如下：
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 EMBED Equation.KSEE3  \* MERGEFORMAT [image: image30.wmf]；

其中，
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表示当前图像编辑模型与参考图像编辑模型的KL散度，
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表示当前图像编辑模型预测的速度场，
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表示参考图像编辑模型预测的速度场；
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表示欧几里得范数的平方；

S35：完整的训练目标函数结合策略损失和KL散度约束，得到总目标函数，如下：
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[image: image36.wmf])
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表示总损失函数，
[image: image37.wmf])
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表示通过对所有时间步损失平均获得的图像编辑模型策略损失，
[image: image38.wmf]b

表示KL惩罚系数，用于平衡图像编辑模型的策略改进和分布保持。‌

4、如权利要求1所述的基于在线强化学习和GRPO的图像编辑模型训练方法，其特征在于，采用两种奖励模型方案，分别采用多模态大语言模型评估奖励和/或采用CLIP-based指令遵循评估奖励。
5、如权利要求4所述的基于在线强化学习和GRPO的图像编辑模型训练方法，其特征在于，采用多模态大语言模型评估奖励的方式如下：

使用GPT-4V多模态大语言模型和Qwen-VL多模态大语言模型；
通过结构化提示词获得0-100的标量评分；
综合评估指令遵循度、编辑质量和区域保真度三个维度。

6、如权利要求4所述的基于在线强化学习和GRPO的图像编辑模型训练方法，其特征在于，采用CLIP-based指令遵循评估奖励的方式如下：
计算编辑后图像与编辑指令的CLIP嵌入相似度；
结合非编辑区域与原图的视觉相似度；
形成加权组合的标量奖励函数。

7、如权利要求1所述的基于在线强化学习和GRPO的图像编辑模型训练方法，其特征在于，还包括以下步骤：S4：结合Low-Rank Adaptation进行参数微调。
8、如权利要求7所述的基于在线强化学习和GRPO的图像编辑模型训练方法，其特征在于，参数微调方式如下：

S41：在基础流匹配图像编辑模型上添加编辑专用LoRA模块
S42：仅更新低维适配器参数，大幅减少训练参数量
S43：支持快速收敛和轻量部署。

9、如权利要求7所述的基于在线强化学习和GRPO的图像编辑模型训练方法，其特征在于，还包括以下步骤：S5：采用去噪减少策略。
10、如权利要求9所述的基于在线强化学习和GRPO的图像编辑模型训练方法，去噪减少策略的方式如下：

S51：训练时：使用去噪步数进行快速采样；
S52：推理时：保持原有的去噪步数确保质量。

说     明     书        

一种基于在线强化学习和GRPO的图像编辑模型训练方法
技术领域

本发明涉及计算机视觉与人工智能技术领域，特别涉及一种基于在线强化学习和GRPO的图像编辑模型训练方法。

背景技术
现有技术中图像编辑模型训练存在以下缺点：

（1）训练方法的局限性
现有的图像编辑模型主要采用监督学习的微调方法，如InstructPix2Pix、MagicBrush等。这些方法存在以下不足：1）数据需求量大：需要450K到10M规模的高质量编辑对数据进行训练；2）计算资源消耗高：通常需要完整的模型参数微调，参数量达到数十亿级别；3）泛化能力有限：在面对训练数据中未见过的编辑类型时表现不佳。
（2）无训练方法的不足
以RF-inversion、RF-Solver Edit等为代表的无训练方法虽然避免了大规模数据训练，但存在以下不足：1）指令理解能力弱：依赖手工设计的提示词模板，对复杂指令的理解不够准确；2）-编辑成功率低：在复杂场景下容易失败，缺乏鲁棒性；3）质量控制困难：无法保证编辑结果的一致性和高质量。
（3）现有优化策略的局限性
当前图像编辑领域缺乏有效的在线优化机制：1）静态训练模式：一旦训练完成，模型无法根据实际使用效果进行自我改进；2）缺乏质量反馈：没有建立有效的编辑质量评估和反馈机制；3）优化目标单一：仅关注重建损失，忽略了编辑指令遵循度等重要指标。
因此有必要提供一种基于在线强化学习和GRPO的图像编辑模型训练方法，在保证图像编辑质量的前提下，显著提高指令遵循准确性和训练效率。

发明内容

本发明的目的在于提供一种基于在线强化学习和GRPO的图像编辑模型训练方法，在保证图像编辑质量的前提下，显著提高指令遵循准确性和训练效率。
为了解决现有技术中存在的问题，本发明提供了一种基于在线强化学习和GRPO的图像编辑模型训练方法，包括以下步骤：

S1：采用ODE-to-SDE转换技术，将原本确定性的ODE流变为等价的SDE流，使得流匹配模型能够支持强化学习所需的随机采样探索，同时保持原有的边缘分布特性；

S2：设置奖励模型方案，

S3：基于奖励模型方案，采用无价值网络的策略梯度优化，不断优化图像编辑模型的参数，得到总目标函数。

可选的，在所述基于在线强化学习和GRPO的图像编辑模型训练方法中，ODE-to-SDE转换技术如下：

S11：原始ODE流的等价SDE表示为：

[image: image39.png]2
dx, = [v, (x,)+ ‘;_;(x, +(1-t),(x, ))]dt +o,dw



；

其中，t为时间步，
[image: image40.wmf]t

x

为时间步t的状态向量，
[image: image41.wmf]t

v

为时间步t的速度场函数，
[image: image42.wmf]t

s

为时间步t的噪声调度参数，
[image: image43.wmf]t

d

为时间微分，
[image: image44.wmf]w

d

为维纳过程的微分；

S12：采用Euler-Maruyama离散化方法，得到实际的更新公式：
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；
其中，
[image: image46.wmf]t
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为下一时间步的状态，
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为神经网络预测的速度场；
[image: image48.wmf]t

D

为时间步长，
[image: image49.wmf]q

为神经网络参数，ò~ N(0, I)‌ ，ò为标准高斯噪声；
采用时间依赖的调度函数调整噪声调度参数：
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其中：a为控制噪声水平的标量超参数，t为时间步，t的取值范围为[0,1]。

可选的，在所述基于在线强化学习和GRPO的图像编辑模型训练方法中，采用无价值网络的策略梯度优化，不断优化图像编辑模型的参数，步骤如下：

S31：优势函数计算：

对于同一提示词c的多个生成样本组{x_0^j\}_{j=1}^G，第i个样本的优势函数定义为：

[image: image51.png]. R(x(’))c)—meau({R(x({,C)}?zl)
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；
其中：[image: image52.png]


表示第i个样本在时间步t的优势函数值，[image: image53.png]R(x},c)



表示第i个生成图像的奖励分数，c表示编辑指令条件，G表示同组内生成样本的总数，[image: image54.png]mean({R(x{,¢)}%,)



表示组内奖励的均值，[image: image55.png]std({R(x7.¢)}_,)



表示组内奖励的标准差；

S32：计算重要性采样比率，时间步t处第i个样本的重要性采样比率定义为：
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；

其中：
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表示第i个样本的重要性采样比率，
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表示当前图像编辑模型的条件概率分布，
[image: image59.wmf])
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表示上一轮训练的图像编辑模型的条件概率分布，
[image: image60.wmf]old
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表示上一轮迭代的图像编辑模型参数；

S33：计算策略梯度优化的策略损失函数，采用clipped surrogate objective，在每个时间步t计算策略损失，公式如下：
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其中，
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表示时间步t的策略损失，
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表示截断函数，限制在
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[image: image65.wmf]e

表示截断参数，E表示期望值；

S34：计算KL散度损失，在流匹配框架中，当前策略与参考策略的KL散度具有闭式解，如下：
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 EMBED Equation.KSEE3  \* MERGEFORMAT [image: image67.wmf]；

其中，
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表示当前图像编辑模型与参考图像编辑模型的KL散度，
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表示当前图像编辑模型预测的速度场，
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表示参考图像编辑模型预测的速度场；
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表示欧几里得范数的平方；

S35：完整的训练目标函数结合策略损失和KL散度约束，得到总目标函数，如下：
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表示总损失函数，
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表示通过对所有时间步损失平均获得的图像编辑模型策略损失，
[image: image75.wmf]b

表示KL惩罚系数，用于平衡图像编辑模型的策略改进和分布保持。‌

可选的，在所述基于在线强化学习和GRPO的图像编辑模型训练方法中，采用两种奖励模型方案，分别采用多模态大语言模型评估奖励和/或采用CLIP-based指令遵循评估奖励。
可选的，在所述基于在线强化学习和GRPO的图像编辑模型训练方法中，采用多模态大语言模型评估奖励的方式如下：

使用GPT-4V多模态大语言模型和Qwen-VL多模态大语言模型；
通过结构化提示词获得0-100的标量评分；
综合评估指令遵循度、编辑质量和区域保真度三个维度。

可选的，在所述基于在线强化学习和GRPO的图像编辑模型训练方法中，采用CLIP-based指令遵循评估奖励的方式如下：
计算编辑后图像与编辑指令的CLIP嵌入相似度；

结合非编辑区域与原图的视觉相似度；

形成加权组合的标量奖励函数。

可选的，在所述基于在线强化学习和GRPO的图像编辑模型训练方法中，还包括以下步骤：S4：结合Low-Rank Adaptation进行参数微调。
可选的，在所述基于在线强化学习和GRPO的图像编辑模型训练方法中，参数微调方式如下：

S41：在基础流匹配图像编辑模型上添加编辑专用LoRA模块

S42：仅更新低维适配器参数，大幅减少训练参数量

S43：支持快速收敛和轻量部署。

可选的，在所述基于在线强化学习和GRPO的图像编辑模型训练方法中，还包括以下步骤：S5：采用去噪减少策略。
可选的，在所述基于在线强化学习和GRPO的图像编辑模型训练方法中，去噪减少策略的方式如下：

S51：训练时：使用去噪步数进行快速采样；
S52：推理时：保持原有的去噪步数确保质量。

本发明与现有技术相比，具有以下优点：

（1）本发明旨在解决现有图像编辑模型存在的指令理解准确性不足、编辑质量不稳定、训练效率低下、缺乏在线优化机制等问题，本发明的核心任务是提供一种基于在线强化学习和GRPO的图像编辑模型训练方法，在保证图像编辑质量的前提下，显著提高指令遵循准确性和训练效率。
（2）数据标注成本大幅降低，传统图像编辑方法需要大量人工标注的（原始图像，编辑指令，标准编辑结果）三元组数据，通常需要45万到1200万个完整标注样本。本发明采用GRPO强化学习框架，只需（原始图像，编辑指令）二元数据，完全消除了对人工标注编辑结果的依赖。数据获取成本从需要专业标注师逐一标注编辑结果降低到仅需收集原始图像和编辑指令文本，标注成本大幅降低。
（3）训练数据规模可大幅扩展带来的规模效应，由于无需标注标准编辑结果，训练数据的收集门槛大幅降低。原本受限于标注成本而无法大规模收集的图像-指令对，现在可以轻松扩展到百万级规模。通过模型自主生成候选结果配合奖励模型评估的闭环反馈学习机制，使得大规模弱监督训练成为可能，从而显著提升模型的泛化能力和编辑质量。
（4）参数高效微调实现少参数高性能，结合LoRA技术，仅需训练1%的模型参数即可达到最先进性能。相比全参数微调，训练时间减少70%，内存占用降低60%，同时避免了传统PPO中价值网络模型的额外开销。
（5）技术创新突破传统框架局限，首次将GRPO技术成功应用于图像编辑领域，为生成模型的强化学习优化提供了通用的理论基础和实践方案。
附图说明

图1为本发明实施例提供的方法流程图。
具体实施方式

下面将结合示意图对本发明的具体实施方式进行更详细的描述。根据下列描述，本发明的优点和特征将更清楚。需说明的是，附图均采用非常简化的形式且均使用非精准的比例，仅用以方便、明晰地辅助说明本发明实施例的目的。

在本申请的描述中，需要理解的是，术语“中心”、“纵向”、“横向”、“长度”、“宽度”、“厚度”、“上”、“下”、“前”、“后”、“左”、“右”、“竖直”、“水平”、“顶”、“底”、“内”、“外”、“顺时针”、“逆时针”等指示的方位或位置关系为基于附图所示的方位或位置关系，仅是为了便于描述本申请和简化描述，而不是指示或暗示所指的装置或元件必须具有特定的方位、以特定的方位构造和操作，因此不能理解为对本申请的限制。

在下文中，如果本文所述的方法包括一系列步骤，本文所呈现的这些步骤的顺序并非必须是可执行这些步骤的唯一顺序，且一些所述的步骤可被省略和/或一些本文未描述的其他步骤可被添加到该方法。

现有技术中图像编辑模型训练存在以下缺点：（1）训练方法的局限性；（2）无训练方法的不足；（3）现有优化策略的局限性。

为了解决现有技术中存在的问题，本发明提供了一种基于在线强化学习和GRPO的图像编辑模型训练方法，如图1所示，将GRPO技术成功应用于图像编辑领域，主要包含以下核心技术。GRPO，全称为Group Relative Policy Optimization是由DeepSeek提出的一种新型强化学习算法，旨在提升大语言模型在推理任务中的表现。

所述方法包括以下步骤：S1：

针对流匹配模型的确定性特点与强化学习随机性需求的矛盾，采用ODE-to-SDE转换技术解决。

采用ODE-to-SDE转换技术，将原本确定性的ODE流变为等价的SDE流，使得流匹配模型能够支持强化学习所需的随机采样探索，同时保持原有的边缘分布特性；

具体的，ODE-to-SDE转换技术如下：

S11：原始ODE流的等价SDE表示为：

[image: image76.png]2
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；

其中，t为时间步，
[image: image77.wmf]t

x

为时间步t的状态向量，
[image: image78.wmf]t

v

为时间步t的速度场函数，
[image: image79.wmf]t

s

为时间步t的噪声调度参数，
[image: image80.wmf]t

d

为时间微分，
[image: image81.wmf]w

d

为维纳过程的微分；

S12：采用Euler-Maruyama离散化方法，得到实际的更新公式：
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其中，
[image: image83.wmf]t
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为下一时间步的状态，
[image: image84.wmf])
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为神经网络预测的速度场；
[image: image85.wmf]t

D

为时间步长，
[image: image86.wmf]q

为神经网络参数，ò~ N(0, I)‌ ，ò为标准高斯噪声；
采用时间依赖的调度函数调整噪声调度参数：
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其中：a为控制噪声水平的标量超参数，t为时间步，t的取值范围为[0,1]。

该设计确保图像编辑模型的采样策略
[image: image88.wmf]1
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服从各向同性高斯分布，便于KL散度的闭式计算。
ODE-to-SDE转换意义：公式
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中表明通过引入适当的随机性，原本确定性的ODE流变为等价的SDE流，使得流匹配模型能够支持强化学习所需的随机采样探索，同时保持原有的边缘分布特性。
“策略”概念说明：在本发明中，策略（policy）$\pi_\theta$指的就是基于流匹配的图像编辑模型。具体而言：$\pi_\theta(x_{t-1}|x_t, c)$表示给定当前状态$x_t$和编辑指令$c$时，图像编辑模型输出下一状态$x_{t-1}$的概率分布；通过GRPO训练，我们不断优化图像编辑模型的参数$\theta$，使其生成的编辑结果能够获得更高的奖励分数；"当前策略"即当前训练轮次的图像编辑模型，"参考策略"即用作基准的图像编辑模型（通常是训练初始状态的模型）。

S2：设置奖励模型方案，

具体的，设置两种奖励模型方案，分别采用多模态大语言模型评估奖励和/或采用CLIP-based指令遵循评估奖励。
采用多模态大语言模型评估奖励的方式如下：
使用GPT-4V多模态大语言模型和Qwen-VL多模态大语言模型；
通过结构化提示词获得0-100的标量评分；
综合评估指令遵循度、编辑质量和区域保真度三个维度。
采用CLIP-based指令遵循评估奖励的方式如下：
计算编辑后图像与编辑指令的CLIP嵌入相似度；
结合非编辑区域与原图的视觉相似度；
形成加权组合的标量奖励函数。

S3：基于奖励模型方案，采用无价值网络的策略梯度优化，不断优化图像编辑模型的参数，得到总目标函数。采用无价值网络的策略梯度优化（GRPO），避免了传统PPO中价值网络的内存开销。GRPO通过组内相对优势估计，实现高效的策略优化。
具体的，采用无价值网络的策略梯度优化，不断优化图像编辑模型的参数，步骤如下：

S31：优势函数计算：

对于同一提示词c的多个生成样本组{x_0^j\}_{j=1}^G，第i个样本的优势函数定义为：
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；
其中：[image: image91.png]


表示第i个样本在时间步t的优势函数值，[image: image92.png]R(x},c)



表示第i个生成图像的奖励分数，c表示编辑指令条件，G表示同组内生成样本的总数，[image: image93.png]mean({R(x{,¢)}%,)



表示组内奖励的均值，[image: image94.png]std({R(x7.¢)}_,)



表示组内奖励的标准差；

S32：计算重要性采样比率，时间步t处第i个样本的重要性采样比率定义为：
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其中：
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表示第i个样本的重要性采样比率，
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表示当前图像编辑模型的条件概率分布，
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表示上一轮训练的图像编辑模型的条件概率分布，
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q
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表示上一轮迭代的图像编辑模型参数；

S33：计算策略梯度优化（GRPO）的策略损失函数，采用clipped surrogate objective，在每个时间步t计算策略损失，公式如下：
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其中，
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表示时间步t的策略损失，
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表示截断函数，限制在
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范围内，
[image: image104.wmf]e

表示截断参数，E表示期望值；

S34：计算KL散度损失，在流匹配框架中，当前策略与参考策略的KL散度具有闭式解，如下：
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其中，
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表示当前图像编辑模型与参考图像编辑模型的KL散度，
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表示当前图像编辑模型预测的速度场，
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表示参考图像编辑模型预测的速度场；
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表示欧几里得范数的平方；

S35：完整的训练目标函数结合策略损失和KL散度约束，得到总目标函数，如下：
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表示总损失函数，
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表示通过对所有时间步损失平均获得的图像编辑模型策略损失，
[image: image114.wmf]b

表示KL惩罚系数，用于平衡图像编辑模型的策略改进和分布保持。‌

综上，GRPO优化流程：
分组采样：对每个编辑指令生成多个候选结果，记录对应的对数概率；
奖励评估：使用奖励模型对所有生成样本进行质量评分；
优势计算：按提示词分组，计算组内标准化的优势函数值；
策略更新：使用clipped surrogate objective更新策略参数，同时施加KL约束防止过度偏离。
S4：结合Low-Rank Adaptation进行参数微调，参数微调方式如下：

S41：在基础流匹配图像编辑模型上添加编辑专用LoRA模块

S42：仅更新低维适配器参数，大幅减少训练参数量

S43：支持快速收敛和轻量部署。

S5：采用去噪减少策略，去噪减少策略的方式如下：

S51：训练时：使用去噪步数进行快速采样；
S52：推理时：保持原有的去噪步数确保质量。

效果：显著加速训练过程，同时保持推理质量。

综上所述，本发明与现有技术相比，具有以下优点：

（1）本发明旨在解决现有图像编辑模型存在的指令理解准确性不足、编辑质量不稳定、训练效率低下、缺乏在线优化机制等问题，本发明的核心任务是提供一种基于在线强化学习和GRPO的图像编辑模型训练方法，在保证图像编辑质量的前提下，显著提高指令遵循准确性和训练效率。
（2）数据标注成本大幅降低，传统图像编辑方法需要大量人工标注的（原始图像，编辑指令，标准编辑结果）三元组数据，通常需要45万到1200万个完整标注样本。本发明采用GRPO强化学习框架，只需（原始图像，编辑指令）二元数据，完全消除了对人工标注编辑结果的依赖。数据获取成本从需要专业标注师逐一标注编辑结果降低到仅需收集原始图像和编辑指令文本，标注成本大幅降低。

（3）训练数据规模可大幅扩展带来的规模效应，由于无需标注标准编辑结果，训练数据的收集门槛大幅降低。原本受限于标注成本而无法大规模收集的图像-指令对，现在可以轻松扩展到百万级规模。通过模型自主生成候选结果配合奖励模型评估的闭环反馈学习机制，使得大规模弱监督训练成为可能，从而显著提升模型的泛化能力和编辑质量。

（4）参数高效微调实现少参数高性能，结合LoRA技术，仅需训练1%的模型参数即可达到最先进性能。相比全参数微调，训练时间减少70%，内存占用降低60%，同时避免了传统PPO中价值网络模型的额外开销。

（5）技术创新突破传统框架局限，首次将GRPO技术成功应用于图像编辑领域，为生成模型的强化学习优化提供了通用的理论基础和实践方案。
上述仅为本发明的优选实施例而已，并不对本发明起到任何限制作用。任何所属技术领域的技术人员，在不脱离本发明的技术方案的范围内，对本发明揭露的技术方案和技术内容做任何形式的等同替换或修改等变动，均属未脱离本发明的技术方案的内容，仍属于本发明的保护范围之内。

说  明  书  附  图
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